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1. Resumen 

El Comité de Supervisión Bancaria de Basilea (BCBS, por sus siglas en inglés) es un 

organismo establecido en el año 1974 por los bancos centrales de los países del G-10, está 

compuesto en la actualidad por las autoridades de supervisión bancaria de 27 países. Su función 

principal es fortalecer la solidez de las instituciones financieras, con este fin, ha emitido tres 

acuerdos sobre legislación y regulación bancaria desde sus inicios. Se trata de Basilea I (1988), 

Basilea II (2006) y Basilea III (2011). Cada uno de ellos forma una guía completa para las 

entidades bancarias en lo que respecta a la determinación del capital mínimo exigido en función 

de los riesgos a los que se expone cada entidad. Aunque sus directrices regulatorias no tienen 

la fuerza legal para ser adoptadas, la mayoría de los países tienden a implementar estas 

políticas en la regulación. El 26 de junio de 2013 se divulgó el marco legal en el que se articulan 

estas propuestas en la Unión Europea, denominado Reglamento sobre Requisitos de Capital 

(2013), en adelante RRC. 

El segundo de los mencionados acuerdos, Basilea II, publicado en junio de 2004, ofrece 

un marco de capital regulatorio más completo que el anterior. Se resuelven así debilidades 

presentes en la propuesta primera, sobre todo en cuanto a la estimación de riesgos se refiere.  

Directrices que se han ido adoptando e implementando en los distintos países a lo largo de los 

últimos años. Una de las categorías de riesgos que supone más consumo de capital, desarrollada 

ampliamente en Basilea II, es el riesgo de crédito. Para la obtención del capital regulatorio, las 

autoridades supervisoras han de evaluar bajo el método que las entidades proponen para 

realizar este cálculo. Este puede ser Estándar o estar basado en calificaciones internas (es decir, 

el método denominado IRB, por sus siglas en inglés), que a su vez puede ser IRB Básico o IRB 

Avanzado. Para poder utilizar un método IRB las entidades han de verificar una serie de 

condiciones que garantizan que están bajo el paraguas regulatorio de Basilea. Este trabajo 

estará centrado en el último de los métodos mencionados, cuya adopción por parte de las 

entidades requiere, en términos generales, de la estimación de tres parámetros fundamentales 

para el riesgo de crédito: severidad (Loss Given Default, LGD), probabilidad de incumplimiento1 

(Probability of Default, PD) y exposición en el momento de incumplimiento (Exposure at 

Default, EAD). 

 
1 A lo largo de la presente tesis se utilizarán los conceptos impago e incumplimiento indistintamente. 
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En el caso de estimación de los parámetros IRB Avanzados para exposiciones en 

situación de impago, la severidad correspondiente se denomina LGD in-default. Además, la 

regulación introduce para estos casos un parámetro que representa la mejor estimación de la 

pérdida esperada (Expected Loss Best Estimate, ELBE) que, junto con la LGD in-default, se 

utiliza para calcular los activos ponderados por riesgo (APRs), que son la esencia del capital 

regulatorio, asociado a estas exposiciones. En la presente investigación, nos centramos en la 

estimación de estos dos parámetros en base a lo dispuesto en los documentos regulatorios de 

referencia. A este respecto, Basilea II2 y, en particular, el RRC tan sólo esbozan unas líneas 

generales3. Por tanto, puede existir gran heterogeneidad en los modelos existentes de ELBE y 

LGD in-default y en los resultados que arrojan. En consecuencia, se podría observar una gran 

variabilidad, en términos de APRs, no asociada a características propias de la cartera de 

impagados sino a las diferencias entre modelos. Esto es contrario a la filosofía subyacente del 

uso de métodos IRB Avanzados para el cálculo de capital regulatorio. 

En el RRC, se hace referencia en repetidas ocasiones a la Autoridad Bancaria Europea 

(ABE), establecida en 2011, con la función principal de crear guías con carácter general para 

asegurar la homogenización de las prácticas bancarias. Es decir, en algunos artículos del RRC 

tan sólo se dan directrices generales, advirtiendo que la ABE se encargará de hacer una futura 

publicación referente a esta área, y esto es lo que sucede con las exposiciones en situación de 

impago. Como respuesta, la ABE publicó dos documentos: el estándar técnico regulatorio en 

evaluación de metodología IRB (2016) y la guía en PD, LGD y tratamiento de exposiciones en 

situación de impago (2017). En comparación con la RRC, ambas publicaciones aportan más de 

detalle en la descripción de la metodología IRB aplicable para el cálculo de capital en el caso de 

exposiciones en default.  

En resumen, el presente trabajo trata de establecer una propuesta para la construcción 

de los modelos mencionados, LGD in-default y ELBE en línea con la normativa vigente y las 

directrices de referencia de la ABE. Posteriormente, la metodología propuesta es aplicada en 

bases de datos de ciertas entidades financieras españolas y se lleva a cabo un análisis 

comparativo del resultado obtenido.  

 
2 En la publicación del tercer acuerdo, Basilea III, no se han añadido elementos nuevos en referencia a esta área específica del 

riesgo de crédito que nos ocupa. 
3 En contraposición, se ofrece un nivel mayor de detalle para la estimación de parámetros asociados a exposiciones que no 

están en situación de impago. 
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Por otra parte, considerando que la crisis del coronavirus ha sido un evento histórico 

único de gran impacto económico, la validez de los métodos tradicionales de estimaciones 

prospectivas, basados en datos históricos, se ha visto comprometida. De cara a ofrecer una 

solución a este desafío, se propone una estimación del parámetro ELBE, basada en técnicas de 

aprendizaje automático, para dos escenarios: en el contexto actual y suponiendo la inexistencia 

de la pandemia. A continuación, se realiza una comparación de ambos escenarios que arroja 

conclusiones de gran interés. La metodología propuesta, a pesar de su naturaleza novedosa, 

sigue estando basada en las mencionadas directrices regulatorias. Los modelos propuestos, y 

aplicados en base a la información de carteras hipotecarias de entidades españolas, demuestran 

ser fácilmente extensibles y adaptables a otras bases de datos para la estimación de los 

parámetros para el cálculo de capital regulatorio de exposiciones en impago. 

  



 
8 

2. Introducción 

En primer lugar, conviene resaltar el elevado impacto, a nivel internacional, de los 

acuerdos de Basilea ya mencionados. Desde 2011, BCBS publica un informe sobre los avances 

en la aplicación del marco regulador de Basilea con carácter generalmente bianual, como parte 

de su Programa de Evaluación de la Consistencia Regulatoria (RCAP, por sus siglas en inglés). 

El resultado de dicho informe se puede visualizar en una tabla en la que se presenta el estado 

de la implementación de Basilea III (2022) para 20 jurisdicciones miembros del BCBS, siendo 

la Unión Europea y Estados Unidos dos de ellas4. Dicha tabla muestra un estado 

mayoritariamente avanzado de dicha implementación. Por otra parte, una encuesta conducida 

por el Instituto para la Estabilidad Financiera (FSI, por sus siglas en inglés, 2013), recoge la 

información recibida por 98 países, no perteneciente a ninguna jurisdicción miembro del BCBS 

ni a la Unión Europea y que están sujetos a la implementación del conjunto de medidas 

recogidas en los acuerdos de Basilea. De los resultados de la encuesta se extrae que 35 países 

ya habían implementado modelos IRB, o bien, tenían prevista una próxima implementación. 

Ambos informes muestran que existe un amplio espectro de entidades bancarias que han 

implementado o deberán desarrollar una metodología adecuada para el cálculo de capital y 

pérdida esperada asociados a sus exposiciones de la cartera de impagados. 

Como señala un informe de riesgo de la ABE (2022a), los indicadores de riesgo de la 

industria bancaria de la UE se mantienen benignos por el momento. La proporción de tasa de 

morosidad5 que está por encima del 8% ha ido decreciendo paulatinamente, desde el 4.1% 

registrado en marzo de 2020 hasta el 0.0% de diciembre de 2022. De hecho, la tasa de 

morosidad media se mantiene en torno al 1.8% a finales de 2022. Según los datos del informe 

de seguimiento de una firma de consultoría (2022), la tasa de morosidad española se situaba 

en el 2.8% en junio de 2022. Sin embargo, el mencionado informe de la ABE del trimestre 

anterior (2022b) señala que la alta inflación, presente en el panorama económico actual, podría 

tener un impacto sustancial en las empresas y familias más vulnerables. Esta nueva crisis 

económica que se ha iniciado podría elevar de nuevo el volumen de exposiciones en impago a 

altos niveles, tal y como se observó tras la crisis financiera desencadenada en 2008 (Karadima 

y Louri, 2021). Estudios recientes también apuntan a un incremento de la ratio de morosidad a 

nivel mundial como consecuencia de la crisis de la COVID-19 (OCDE, 2021). A partir de las 

 
4 Mientras que las demás son: AR, AU, BR, CA, CN, HK, IN, ID, JP, KR, MX, RU, SA, SG, ZA, CH, TR y GB, siguiendo la codificación 

propuesta en la norma ISO 3166-1 alpha-2. 
5 En inglés: non-performing loans (NPL) ratio. 
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referidas publicaciones, se puede concluir que existe una amplia y creciente necesidad de una 

adecuada definición de la metodología utilizada para la cobertura por riesgo de crédito de 

exposiciones en impago.  

A lo largo de los años de doctoranda, ha sido fundamental realizar un análisis de la 

literatura actual relativa al tema para evaluar posteriormente las posibles lagunas aún por 

cubrir para enfocar la presente investigación. A continuación, se presenta una resumida 

exposición de las principales investigaciones en la literatura analizada. En primer lugar, se 

comienza con un apartado dedicado a las metodologías propuestas con respecto a la 

modelización de los mencionados parámetros de riesgo de crédito que requiere la regulación 

para la cartera de préstamos incumplidos. Después, se exploran las publicaciones sobre 

aprendizaje automático que son relevantes para el tema de investigación. 

2.1. Riesgo de crédito de exposiciones en impago 

Existen pocas propuestas metodológicas con enfoque IRB para exposiciones de 

préstamos impagados. Cabe destacar que generalmente no se siguen rigurosamente las 

directrices regulatorias. De hecho, muchas de las publicaciones no tenían aun como referencia 

las aclaraciones que incluye la guía de la ABE en PD, LGD y tratamiento de exposiciones en 

situación de impago (2017). Por ejemplo, en la misma se explica que la LGD in-default no ha de 

estimarse como una LGD que incluya únicamente un efecto de declive económico6, esto es, 

estresar la LGD para considerar condiciones del momento más débil del ciclo. La guía va más 

allá, especificando que la LGD in-default ha de estimarse, no sólo considerando dicho efecto de 

recesión, sino también posibles pérdidas adicionales que se puedan registrar a lo largo del 

proceso de recuperación de la deuda. 

Dermine y Neto de Carvalho (2006, 2008) analizan las pérdidas después del 

incumplimiento mediante el uso de dos métodos que tienen como variable el tiempo en impago. 

El primero de los métodos sigue la propuesta de Altman (1989) y Altman y Suggit (2000), donde 

se analiza el porcentaje de préstamos malos y dudosos después de un número determinado de 

años desde el origen del préstamo y, a continuación, se hace un ajuste basado en el estimador 

Kaplan-Meier (1958) que corrige el efecto de datos censurados. El segundo método se basa en 

una estimación empírica de la función log-log. Por su parte, Weissbach y Von Lieres und Wilkau 

(2010) realizan dos estimaciones de capital económico para exposiciones en impago y 

 
6 Downturn, en inglés. 
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proponen la estimación de ambos ELBE y LGD in-default mediante modelos de factor único. El 

uso de análisis de supervivencia y modelos de mixturas de distribuciones, entre otros, es 

considerado por Zhang y Thomas (2012) para la modelización de la ratio de recuperación y la 

predicción de la LGD. Altman y Kalotay (2014) modelizan las recuperaciones de deuda 

impagada mediante una mixtura de distribuciones Gaussianas. Finalmente, Fenech et al. (2016) 

retoman el uso del estimador Kaplan-Meier para el cálculo de la supervivencia de entidades 

financieras que están cercanas a la bancarrota, en otras palabras, su capacidad de recuperación. 

Cabe señalar que el componente temporal de la pérdida inesperada, o LGD in-default, 

adquiere en la modelización una especial relevancia, tal y como señala la referida guía de la ABE 

(2017). Existen varios artículos de interés con respecto a este componente en la estimación las 

pérdidas y recuperaciones de la cartera. Altman et al. (2004) exponen una discusión sobre la 

presencia de volatilidad en las ratios de recuperación, basado en datos recogidos en varios 

países en distintas épocas del ciclo económico. Así, concluyen en la asunción del modelo de 

Merton (1974), dicha volatilidad desaparece con una adecuada diversificación de la cartera, lo 

que entra en contradicción con la evidencia empírica mostrada. Gürtler y Hibbeln (2013) 

concluyen que la mayoría de los préstamos normalmente tardan cierto tiempo en salir de 

situación de impago y encuentran una correlación positiva entre la LGD y el tiempo de 

resolución. Betz et al. (2016) también analizan el tiempo de resolución y esbozan conclusiones 

que están en línea con el trabajo de Gürtler y Hibbeln. 

2.2. Técnicas de aprendizaje automático 

El marco metodológico de la inteligencia artificial es denominado aprendizaje 

automático, en inglés Machine Learning (ML), término acuñado por Samuel (1959). Hay varias 

aplicaciones en el uso de técnicas de aprendizaje automático disponibles en la literatura 

académica con fines predictivos. Por ejemplo, son ampliamente utilizadas en el procesamiento 

de imágenes. Ahmen y Hammami (2022) compilan una década de estudios que incluyen 

aplicaciones de ML e inteligencia artificial en temas financieros, como la predicción de 

bancarrota y cotización de acciones, gestión de cartera, finanzas comportamentales o 

supervisión del blanqueo de capitales. Al-Maadid et al. (2022) utilizan ML para evaluar el papel 

de las noticias sobre la COVID-19 en la predicción del rendimiento de acciones. Moscatelli et al. 

(2020) y Barbaglia et al. (2021) recogen estudios de predicciones de impago crediticio con ML. 

Alonso Robisco y Carbó Martínez (2022a) evalúan el impacto económico en instituciones 

financieras de utilizar modelos de ML para predecir el impago crediticio para el cálculo de 
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capital regulatorio. Otras investigaciones recogen aplicaciones de ML para la estimación de 

calificaciones crediticias, como las realizadas por Machado y Karray (2022), Yu et al. (2020) Li 

et al. (2020) y Yu et al. (2021). Bellotti et al. (2021) utilizan ML para predecir las ratios de 

recuperación de los préstamos morosos. También se han encontrado publicaciones recientes 

con propuestas que incluyen el uso de ML para la predicción de capital regulatorio (García-

Céspedes y Moreno, 2022) y LGD (Bastos y Matos, 2022). Sin embargo, el uso de técnicas de ML 

para predecir parámetros regulatorios lleva presente en la industria bancaria desde hace unos 

años, y su uso está cada vez más extendido, tal y como señalan Huck (2019) y Alonso Robisco y 

Carbó Martínez (2022b) 
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3. Objetivos 

En primer lugar, se propone una metodología para la estimación de los parámetros LGD 

in-default y ELBE, que ha sido aplicada en varias bases de datos y publicada como documento 

de trabajo (2018) y como artículo (2021). La metodología IRB publicada tiene dos 

características principales: se ha diseñado siguiendo las directrices regulatorias relevantes 

para las exposiciones en impago y, además, se trata de una propuesta novedosa en la literatura 

académica, ya que no existen modelos regulatorios LGD in-default y ELBE publicados hasta la 

fecha. 

A causa de la situación económica generada por la COVID-19, se aplicaron una serie de 

medidas por gran parte de los gobiernos estatales, con el propósito de limitar el avance de la 

enfermedad. Indudablemente, una situación excepcional como esta repercute en el contexto 

económico a todos los niveles. Como consecuencia, se publicaron análisis del impacto del brote 

de dicha enfermedad en varias áreas económicas, como en los modelos de negocio 

(Seetharaman, 2020), los tipos de cambio (Narayan, 2021), los rendimientos de las empresas 

(Hu y Zhang, 2021), la distribución de ingresos (O’Donoghue et al, 2020) y el mercado de 

valores (Sharif et al., 2020), entre otros. Además, se produjo una desaceleración económica que 

complicó la gestión del riesgo financiero en las instituciones de crédito. 

La estimación de dichos parámetros IRB Avanzados para exposiciones en situación de 

impago ha estado tradicionalmente basada en datos históricos. Sin embargo, las bases de datos 

existentes no tenían registrado ningún evento similar a la situación sanitaria y económica 

mencionada antes de que esta se produjese. Para la presente investigación, se exploraron 

metodologías novedosas con el fin de realizar una predicción del parámetro ELBE que 

incorpore el impacto de la pandemia, tal y como se refleja en el artículo publicado (2023). 

Siempre se ha buscado que el enfoque desarrollado esté en línea con la regulación vigente 

aplicable a modelos IRB.  

El punto de partida han sido los datos históricos de la cartera hipotecaria de ciertas 

entidades crediticias españolas y cierto indicador macroeconómico que resulta clave para el 

desarrollo del modelo.  En particular, la propuesta se apoya en la ratio de desempleo, y sus 

proyecciones publicadas por Banco de España (2020) y por el Fondo Monetario Internacional 

(2020). Entonces, mediante una metodología de ML, se realiza una predicción del parámetro 

ELBE para el año 2022 en base a dos escenarios. En el primero se tiene en cuenta el impacto de 
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la COVID-19 y en el segundo se asume que no ha existido tal pandemia. Para este fin, se propone 

utilizar una técnica de aprendizaje automático basada en una red neuronal multicapa de 

compensación hacia adelante7, denominada red neuronal profunda8, y mediante un aprendizaje 

de propagación hacia atrás9 basado en un algoritmo de descenso de pendiente en lotes10, 

descrito por Skansi (2018). 

  

 
7 Feedforward, en inglés. 
8 Deep Neural Network (DNN), en inglés. 
9 Backpropagation, en inglés. 
10 Batch gradient descent, en inglés. 
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4. Resultados 

4.1. Modelos regulatorios propuestos  

Como se refleja en el primero de los artículos publicados (2021), el modelo ELBE se estima 

para cada fecha en la que los flujos de recuperación se registran. Siendo [0, 𝑇] ⊂ ℝ un intervalo 

de tiempo, y 0 < 𝑡0 < 𝑡1 <. . . < 𝑡𝑘 <. . . < 𝑡𝑛 < 𝑇 𝑦 0 < 𝑡̃0 < 𝑡̃1 <. . . < 𝑡̃𝑘 <. . . < 𝑡̃𝑚 < 𝑇, dos 

particiones de dicho intervalo, de manera que 𝑡0 < 𝑡̃0 y 𝑡̃𝑚 < 𝑡𝑛, siendo además las 

recuperaciones de deuda registradas a lo largo de dicho intervalo expresadas como 

𝑟𝑡̃0 , 𝑟𝑡̃1 , … , 𝑟𝑡̃𝑘 , … , 𝑟𝑡̃𝑚  de manera que 𝑡̃𝑖 ∈ (0, 𝑇) y, siendo la EAD la exposición en el momento 

del incumplimiento, la ELBE se define de la siguiente manera: 

𝐸𝐿𝐵𝐸𝑡𝑘 ∶= 1 − [(∑ 𝑟𝑡̃𝑖
𝑡̃𝑖>𝑡𝑘

)/(𝐸𝐴𝐷 − ∑ 𝑟𝑡̃𝑖
𝑡̃𝑖>𝑡𝑘

)] 

La calibración se realiza en base a la metodología ELBE mostrada en la ecuación (1) y 

utilizando los datos del conjunto E, que recoge las recuperaciones utilizadas para la estimación 

de pérdidas esperadas e inesperadas. Es decir, se calcula la curva 𝐸𝐿𝐵𝐸𝑡𝑖
𝐸  para todo 𝑡𝑖𝜖(0, 𝑇), 

obteniendo los siguientes resultados del Gráfico 1. 

 

Gráfico 1. ELBE estimada para las instituciones españolas por tiempo de incumplimiento. 

Por otra parte, la LGD in-default, se obtiene como resultado de añadir un suplemento a 

la ELBE. Este es estimado siguiendo un enfoque conservador, capturando la incertidumbre del 

proceso de recuperación, así como la tendencia observada durante un periodo de recesión 

económica. Para ello, se considera que el último momento registrado tras el incumplimiento es 

(1) 
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𝑡𝑠𝜖(0, 𝑇) para cierto 𝑠 > 0 y se define 𝐸𝐿𝐵𝐸𝑡𝑖
𝐶,𝑝 como el percentil p de la distribución ELBE en el 

momento 𝑡𝑖 evaluado para los elementos del conjunto C. Entonces, se define la siguiente 

diferencia: 

Δ𝑝
𝐸,𝐼(𝑡𝑖) ∶= 𝐸𝐿𝐵𝐸𝑡𝑖

𝐶,𝑝 − 𝐸𝐿𝐵𝐸𝑡𝑖
𝐼,50 ∀𝑝 ∈ [50, 100] 

Por lo tanto, el siguiente indicador se define: 

𝛿𝑝 ∶= #{𝑖 𝜖 {1, … , 𝑠}/Δ𝑝
𝐸,𝐼(𝑡𝑖) < 0, ∀𝑝 ∈ [50, 100]} 

En base a lo anterior, se establecen dos errores cuadráticos medios, uno siguiendo la 

definición usual y el otro ajustado, de manera que sólo considera los valores negativos de 

Δ𝑝
𝐸,𝐼(𝑡𝑖), tal y como se presenta a continuación: 

𝑅𝑀𝑆𝐸𝑝 ∶= √(1/𝑠)∑ Δ𝑝
𝐸,𝐼(𝑡𝑖)2

𝑠

𝑖=1
  ∀𝑝 ∈ [50, 100] 

𝑅𝑀𝑆𝐸𝑝
𝑛𝑒𝑔

∶=

{
 
 

 
 
√
(1/𝛿𝑝) ∑ Δ𝑝

𝐸,𝐼(𝑡𝑖)2

{𝑖∈{1,…,𝑠}/Δ𝑝
𝐸,𝐼(𝑡𝑖)<0}

  𝑠𝑖 𝛿𝑝 > 0

0                                                                  𝑠𝑖 𝛿𝑝 = 0

      ∀𝑝 ∈ [50, 100] 

Con estos dos errores, se determina el indicador de ajuste mixto, MAI11 por sus siglas en 

inglés, de la siguiente manera: 

𝑀𝐴𝐼𝑝 ∶= 𝑅𝑀𝑆𝐸𝑝 + 𝑅𝑀𝑆𝐸𝑝
𝑛𝑒𝑔

 ∀𝑝 ∈ [50, 100] 

A partir de aquí, se calcula el percentil 𝑝∗ tal que 𝑀𝐴𝐼𝑝∗ = min {𝑀𝐴𝐼𝑝/ 𝑝 = 2𝑛 ∀𝑛 ∈

ℕ/24 < 𝑛 < 51}. 

Por tanto, se llega al suplemento que refleja la pérdida inesperada evaluando la ecuación 

(2) sobre a los elementos del conjunto E. 

Δ𝑝∗
𝐸 (𝑡𝑖) ∶= 𝐸𝐿𝐵𝐸𝑡𝑖

𝐸,𝑝∗ − 𝐸𝐿𝐵𝐸𝑡𝑖
𝐸,50 ∀𝑡𝑖𝜖(0, 𝑇), 𝑖 ∈ {1,… , 𝑛} 

 
11 Mixed Adjustment Indicator. 
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Para asegurar la monotonía, se aplica un ajuste a la curva que además añade 

conservadurismo a la misma. 

Δ̂𝑝∗
𝐸 (𝑡𝑖) ∶= max {Δ𝑝∗

𝐸 (𝑡𝑖−1), Δ𝑝∗
𝐸 (𝑡𝑖)/𝑡𝑖 ∈ (0, 𝑇] ∧ 𝑖 ∈ {2,… , 𝑛. }} 

Finalmente, la LGD in-default se determina de la siguiente manera: 

𝐿𝐺𝐷𝑡𝑖 ∶= 𝐸𝐿𝐵𝐸𝑡𝑖
𝐸 − Δ̂𝑝∗

𝐸 (𝑡𝑖) ∀𝑡𝑖𝜖(0, 𝑇), 𝑖 ∈ {1,… , 𝑛}  

Considerando que las curvas estimadas no han de exceder el 100%, ya que dejarían de 

comprenderse de manera intuitiva, se limitan con este fin. El suplemento de pérdidas 

inesperadas y la LGD in-default resultantes se presentan en el Gráfico 2 y Gráfico 3 que se 

muestran a continuación: 

 

Gráfico 2. Suplemento de pérdida inesperada de las entidades españolas por tiempo de impago. 

 

Gráfico 3. LGD in-default estimada de las instituciones españolas por tiempo en incumplimiento. 
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4.2. Aprendizaje automático para la predicción de la ELBE 

El modelo de la ELBE resulta el punto de partida para el segundo artículo publicado 

(2023), utilizando las bases de datos de tres entidades de crédito españolas para obtener la 

ELBE por año de incumplimiento, como se muestra en el Gráfico 4. 

 

Gráfico 4. ELBE calculada para las instituciones españolas por año de incumplimiento. 
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Esta ELBE forma una base de datos reducida en tamaño, que se divide en conjuntos de 

entrenamiento (82%) y testeo (18%) para a la aplicación de un método de aprendizaje 

automático, o ML. Debido al carácter limitado de los datos, no se puede conseguir otro 

subconjunto de validación. Sin embargo, con estos datos se logra llevar a cabo una técnica de 

alto desempeño.  

De esta forma, se construye una red neuronal profunda de cinco capas en base a la 

combinación de dos funciones de activación: las denominadas sigmoidal y PReLU. El método 

utilizado tiene dos fases. En primer lugar, se lleva a cabo una fase de compensación hacia 

adelante. Después, se realiza un aprendizaje supervisado con propagación hacia atrás, 

mediante un algoritmo de descenso de pendiente en lotes.  

Para dar con la combinación óptima de las funciones de activación, se testea la precisión 

del ajuste de la red neuronal, utilizando como referencia una ELBE objetivo. La estructura 

óptima elegida resulta ser la D que se muestra a continuación, en la Tabla 1.  

Estructura Funciones de activación 

 1a 2a 3a 4 a 

A Sigmoidal Sigmoidal Sigmoidal Sigmoidal 

B PReLU/ReLU PReLU/ReLU PReLU/ReLU PReLU/ReLU 

C PReLU/ReLU Sigmoidal Sigmoidal Sigmoidal 

D PReLU/ReLU PReLU/ReLU Sigmoidal Sigmoidal 

Tabla 1. Funciones de activación propuestas para testeo entre las cinco capas de la red neuronal. 

Además, se añade una componente de sesgo que es igual a uno, ya que Buddhtha et al. 

(2019) demostraron para una estructura de aprendizaje automático similar que la precisión 

del ajuste mejoraba significativamente al añadir dicha componente. 

De esta manera, se construye la estructura que se muestra en el Gráfico 5, donde se 

representa la interacción entre las matrices que forman la red neuronal a lo largo de las cinco 

capas definidas. 



 

19 

 

Gráfico 5. Estructura de la red neuronal profunda utilizada en el modelo de aprendizaje automático. 

4.2.1. Compensación hacia adelante 

La metodología utilizada en la fase de compensación hacia adelante es la que se indica a 

continuación: 

𝑍[𝑙] = 𝑊[𝑙]𝐴[𝑙−1] + 𝐵[𝑙] 

𝐴[𝑙] = 𝑔[𝑙](𝑍[𝑙]) 

donde, 

𝐴[𝑙] es la matriz de salida de la capa 𝑙; 

𝑔[𝑙] es la función de activación de la capa 𝑙; 

𝑍[𝑙] es la matriz salida neta de la capa 𝑙; 

𝑊[𝑙] es la matriz de pesos de la capa 𝑙 − 1 a la 𝑙; y 

𝐵[𝑙] es la matriz de sesgo de la capa 𝑙 − 1 a la 𝑙. 
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Entonces, la activación de salida es: 

𝑌̂ = 𝐴[𝐿] 

donde 𝐿 es la última capa. 

El error de salida se calcula en base al error cuadrático medio (MSE por sus siglas en 

inglés): 

𝑀𝑆𝐸 =
∑ ∑ (𝑌𝑖𝑗 − 𝑌̂𝑖𝑗)

2𝑚𝐿
𝑗=0

𝑛𝐿
𝑖=0

𝑛𝐿 +𝑚𝐿
 

donde, 

𝑌 es la matriz de salida objetivo; 

𝑛𝐿 es el número de filas de la matriz 𝑌; y 

𝑚𝐿 es el número de columnas en la matriz 𝑌. 

En la arquitectura seleccionada hay cinco capas (L=4), y las funciones de activación son 

PReLU y sigmoidal. Ambas se aplican elemento a elemento como se define a continuación 

respectivamente: 

𝐴𝑖𝑗
[𝑙]
= 𝑔[𝑙] (𝑍𝑖𝑗

[𝑙]
) = {

𝛼𝑍𝑖𝑗
[𝑙]
, 𝑠𝑖 𝑍𝑖𝑗

[𝑙]
< 0

𝑍𝑖𝑗
[𝑙]
, 𝑠𝑖 𝑍𝑖𝑗

[𝑙]
≥ 0

 siendo 𝑙 = 1,2 𝑦 𝛼 𝜖 [0,1) 

𝐴𝑖𝑗
[𝑙]
= 𝑔[𝑙] (𝑍𝑖𝑗

[𝑙]
) =

1

1 + 𝑒
−𝑍

𝑖𝑗
[𝑙]   siendo 𝑙 = 3,4  

donde, 

𝑖 es la fila de la matriz 𝑍[𝑙]; y 

𝑗 es la columna de la matriz 𝑍[𝑙]. 

Sobre la muestra de entrenamiento, se calcula el ajuste para distintos parámetros 𝛼 de 

la función PReLU. A continuación, se evalúa también el ajuste en base a la muestra de testeo. 

Para ello, se analizan el coeficiente de correlación (CC) y el R cuadrado (𝑅2), que se definen a 

continuación: 
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𝐶𝐶 =
𝐸[(𝑋 − 𝜇𝑋)(𝑌 − 𝜇𝑌)]

𝜎𝑋𝜎𝑌
 

donde, 

𝜎𝑋 es la variación estándar de la variable 𝑋; y 

𝜎𝑌 es la variación estándar de la variable 𝑌. 

𝑅2 =
𝜎𝑋𝑌

2

𝜎𝑋2𝜎𝑌2
 

donde, 

 𝜎𝑋𝑌 es la covarianza de (𝑋, 𝑌); 

𝜎𝑋
2 es la varianza de la variable 𝑋; y 

𝜎𝑌
2 es la varianza de la variable 𝑌. 

La bondad del ajuste resultante determina que los parámetros 𝛼 óptimos para cada 

entidad son los que se presentan en la Tabla 2. 

Banco 𝛼 

1 0.5 

2 0.9 

3 0.7 

Tabla 2. Factores multiplicativos óptimos, de la función PReLU, por entidad. 

4.2.2. Propagación hacia atrás 

A continuación, el algoritmo de propagación hacia atrás se aplica para actualizar los 

pesos en cada iteración, de manera que converjan a una solución donde la salida de la red 

neuronal profunda se ajuste adecuadamente a la salida objetivo. Los sesgos se van actualizando 

de la misma manera. 

𝑊̃[𝑙] = 𝑊̃[𝑙−1] + 𝑑𝑊̃[𝑙] 
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𝑑𝑊̃[𝑙] ∶= (𝑑𝑊[𝑙]|𝑑𝐵[𝑙]) 

𝑑𝑊[𝑙] = −𝜂Δ[𝑙]𝐴[𝑙−1] 

𝑑𝐵[𝑙] = 𝜂Δ[𝑙] 

Considerando que ⨀ es un operador que indica una multiplicación de matrices elemento 

a elemento, también llamado producto Hadamard (Neudecker et al, 1995), las siguientes 

matrices se construyen: 

Δ[𝐿] = (𝑌 − 𝑌̂)⨀(1 − 𝑌)⨀𝑌 

𝑔′(𝑍[𝑙]) = (1 − 𝐴[𝑙])⨀𝐴[𝑙], donde 𝑙 = 𝐿 − 1, 𝐿 − 2 

𝑔′(𝑍[𝑙]) = {
𝛼, 𝑠𝑖 𝑍𝑖𝑗

[𝑙]
< 0

1, 𝑠𝑖 𝑍𝑖𝑗
[𝑙]
≥ 0

   donde 𝑙 = 𝐿 − 3, 𝐿 − 4 

donde, 

𝑖 es la fila de la matriz 𝑍[𝑙]; y 

𝑗 es la columna de la matriz 𝑍[𝑙]. 

Por último, la matriz Δ[𝑙] se construye hacia atrás como se indica a continuación: 

Δ[𝑙−1] = W[𝑙−1]Δ[𝑙]⨀𝑔′(𝑍[𝑙−1]), donde 𝑙 = 1,… ,4 

4.2.3. Predicción de ELBE en dos escenarios 

El modelo se utiliza para predecir la ELBE del año 2022, en base a las variables de entrada 

que figuran en la Tabla 3. La variable de nivel de riesgo es un ranking de entidades construido 

en base a las estadísticas de tipos de terminación de contrato de cada una, y los indicadores 

de ciclo económico se generan como combinación lineal de dichas estadísticas. 

Categoría Variable Definición 

Relativa al momento 

temporal 

𝑋1 Tasa de desempleo (-1 año) 

𝑋2 Tasa de desempleo (-2 años) 
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𝑋3 Tasa de desempleo (-3 años) 

𝑋4 Tasa de desempleo (-4 años) 

𝑋5 Tasa de desempleo (-5 años) 

𝑋6 Tasa de desempleo (-6 años) 

𝑋7 Tasa de desempleo (-7 años) 

𝑋8 Combinación lineal de tasas de desempleo 

𝑋9 Año de incumplimiento 

𝑋10 Año de observación – Año de incumplimiento 

Relativa a la entidad 

𝑋11 Nivel de riesgo 

𝑋12 Indicador del ciclo económico [1] 

𝑋13 Indicador del ciclo económico [2] 

Relativa al momento 

temporal y a la entidad 

𝑋14 Porcentaje de dación en pago y adjudicación 

𝑋15 Porcentaje de refinanciación 

𝑋16 Porcentaje de otros tipos de terminación 

𝑋17 Combinación lineal de ciertos tipos de terminación 

Tabla 3. Definición y categorización de las variables de entrada del modelo ELBE. 

Las variables salida del modelo vienen reflejadas en la Tabla 4, y corresponden a la 

predicción de la variable ELBE en una serie de momentos temporales tras el incumplimiento. 

Variable Tiempo de impago 

𝐸𝐿𝐵𝐸1 1 mes 

𝐸𝐿𝐵𝐸2 2 meses 

𝐸𝐿𝐵𝐸3 2 trimestres 

𝐸𝐿𝐵𝐸4 3 trimestres 

𝐸𝐿𝐵𝐸5 4 trimestres 

𝐸𝐿𝐵𝐸6 5 trimestres 
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𝐸𝐿𝐵𝐸7 6 trimestres 

𝐸𝐿𝐵𝐸8 7 trimestres 

𝐸𝐿𝐵𝐸9 8 trimestres 

𝐸𝐿𝐵𝐸10 3 años 

𝐸𝐿𝐵𝐸11 4 años 

𝐸𝐿𝐵𝐸12 5 años 

𝐸𝐿𝐵𝐸13 6 años 

𝐸𝐿𝐵𝐸14 7 años 

𝐸𝐿𝐵𝐸15 8 años 

𝐸𝐿𝐵𝐸16 9 años 

𝐸𝐿𝐵𝐸17 Más de 10 años 

Tabla 4. Definición de las variables de salida del modelo ELBE. 

Para predecir la ELBE de 2022, se crean dos escenarios: el primero presupone que a la 

situación económica de 2022 no se ha visto afectada por la pandemia, y el segundo tiene en 

cuenta el impacto del brote de la COVID-19. Para este propósito se utilizan las previsiones de 

las variables de desempleo publicadas por el Banco de España (BdE, 2020), presentadas en la 

Tabla 5, del escenario base y del 3, respectivamente. Al comparar estar previsiones con las del 

Fondo Monetario Internacional (FMI, 2020) se observa cierta consistencia. El resto de las 

variables se nutren con la información histórica disponible en torno a la crisis financiera de 

2008. Los parámetros resultantes se denominan pre-COVID-19 ELBE y post-COVID-19 ELBE. 

Fecha de 

publicación 
Escenarios 

Previsiones del BdE Previsiones del FMI 

2020 2021 2020 2021 

Diciembre 2019 Base 13.70% 13.20% 

20.80% 17.50% 

Abril 2020 

Escenario 1 18.30% 17.50% 

Escenario 2 20.60% 19.10% 

Escenario 3 21.70% 19.90% 

Tabla 5. Predicciones de la tasa de desempleo en España. 
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La ELBE resultante para cada entidad, en cada uno de los escenarios propuestos, se 

presenta en el Gráfico 6. 

 

 

 
 

Gráfico 6. ELBE de 2023 por entidad, predicha en base a los dos escenarios descritos. 
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5. Discusión 

Se considera que las metodologías de la ELBE y la LGD in-default propuestas cumplen con 

las directrices regulatorias, al tener en consideración los siguientes factores: 

- La ELBE refleja condiciones económicas recientes, es decir, cercanas a la fecha de 

referencia. 

- La LGD in-default considera efectos potencialmente adversos en las condiciones 

económicas a lo largo del proceso de recuperación esperado, así como condiciones de 

recesión económica. A su vez, se le aplica un grado adicional de conservadurismo debido 

a la monotonía impuesta. 

- Como consecuencia de lo anterior, el suplemento de pérdidas inesperadas es siempre 

mayor que cero. 

Por otra parte, se ha conseguido desarrollar un modelo de red neuronal basado en técnicas 

de ML con muy buen desempeño. Además, se ha demostrado que puede servir de base para 

predecir dos tipos de ELBE en base a escenarios distintos, uno de ellos basado en condiciones 

económicas sin precedentes.  

Desde un punto de vista cualitativo, la comparación mostrada para cada entidad refleja que 

el impacto de la pandemia en la ELBE es de mayor o menor medida según la entidad 

considerada. Por lo tanto, se evidencia que el modelo ha conseguido capturar características 

intrínsecas a cada institución bancaria. 

Como era de esperar, el nivel de la pre-COVID-19 ELBE converge con mucha rapidez al 

100%. Esto se debe a que la calidad de las carteras de préstamos impagados es riesgo elevado, 

y por ello, están asociadas a un gran volumen de pérdida esperada. Sin embargo, todavía se 

refleja un empeoramiento en la calidad crediticia de la cartera debido al impacto del brote de 

COVID-19, esto es, un incremento en la pérdida esperada reflejada en la post-COVID-19 ELBE. 
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6. Conclusiones 

A lo largo de la investigación realizada, se realiza una propuesta concreta y novedosa de 

modelos IRB para exposiciones en impago, en base a las referencias regulatorias que son 

relevantes para dichos modelos. Aunque ambos ELBE and LGD in-default han sido 

implementados en base a datos hipotecarios de entidades españolas, la metodología propuesta 

puede aplicarse fácilmente a otros tipos de cartera. 

Por otra parte, el impacto económico de la pandemia de coronavirus todavía sigue presente, 

determinados agentes económicos no han experimentado aún la recuperación completa. Las 

medidas aplicadas por muchos gobiernos para paliar su efecto, con la intención de controlar la 

emergencia sanitaria, llevó a la economía a ralentizarse, y consecuentemente, a un incremento 

en el desempleo y a impactos adversos en la calidad de los activos de los bancos, tal y como se 

refleja en la nota temática de la ABE (2020). Este difícil contexto económico se está viendo 

acentuado con una nueva ola de recesión que se aproxima actualmente. 

En medio de esta incertidumbre, el modelo de predicción de la ELBE que se propone es 

flexible, de manera que se puede adaptar para estimar el impacto de eventos económicos sin 

precedentes. La metodología que se presenta está apoyada en un algoritmo de ML que puede 

acomodar distintos escenarios y utilizar varios tipos de variables que, en principio, pueden 

resultar relevantes para llevar a cabo dicha predicción. Una de las ventajas claras de este tipo 

de técnicas de aprendizaje automático es que va otorgando de manera automática pesos a las 

variables, de esta forma, si alguna de ellas resulta ser poco relevante, el propio algoritmo 

terminará por cancelarla asignándole un peso nulo. 

La capacidad de adaptación de la metodología presentada para otro tipo de estimación 

prospectiva supone una ventaja altamente reseñable para las entidades bancarias, al poder 

aplicarse para la estimación de provisiones y cálculo de capital regulatorio y económico. Esto 

supone que, si el uso de esta metodología se extiende a lo largo del sistema bancario, estará más 

preparado para enfrentarse a desafíos derivados de circunstancias excepcionales. Las 

predicciones resultantes podrían servir como referencia para reajustar las estrategias 

bancarias, mitigando así el impacto de una posible crisis, y asegurando una industria financiera 

más robusta. 
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Las bases de datos de las carteras de impagados son normalmente limitadas en tamaño. Sin 

embargo, tal y como se demuestra en esta investigación, es factible desarrollar un modelo de 

predicción de alto desempeño y con resultados válidos y fiables. Esto se puede conseguir 

gracias a metodologías basadas en algoritmos ML. 

Existe alguna limitación en la investigación llevada a cabo. Cuando se desarrollan modelos 

con fines regulatorios, es requisito el poder documentarlos de manera que sean entendibles por 

los supervisores bancarios y por las áreas de control. Sin embargo, las metodologías de 

aprendizaje automático tienen una complejidad alta de manera inherente, por lo tanto, puede 

ser difícil lograr una perfecta comprensión de la documentación asociada. En este sentido, el 

uso de este tipo de metodologías resulta complicado, pero altamente ventajoso, por las razones 

ya esgrimidas. 
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8. Publicaciones 

Las tres publicaciones que componen la presente tesis doctoral en modalidad de 

compendio están descritas a continuación. 

8.1.  Tackling capital requirements after de financial crisis 

Referencia 

Ramos González, M., Partal Ureña, A. and Gómez Fernández-Aguado P. (2018). Proposal 

on ELBE and LGD in-default: Tackling capital requirements after de financial crisis. 

European Central Bank Working Paper Series No. 2165.  

Resumen 

Tras la crisis financiera iniciada en 2008, el volumen de préstamos impagados aumentó 

significativamente. Al mismo tiempo, las directrices normativas relativas a métodos IRB 

para el cálculo de capital asociado a exposiciones en mora estaban escritas en términos 

muy generales. Bajo estas circunstancias, estas carteras de impagados, que son de alto 

riesgo, corren peligro de ser gestionadas de forma heterogénea e inadecuada por las 

entidades financieras que han sido autorizadas para utilizar el sistema IRB, con la 

consiguiente variabilidad indebida de los Activos Ponderados por Riesgo. Este artículo 

presenta una propuesta de modelos IRB Avanzados para préstamos en mora, en línea 

con la normativa vigente, que reflejan adecuadamente el riesgo de crédito asociado. Se 

obtienen los dos parámetros ELBE y LGD in-default, respaldados por un indicador 

innovador, denominado Mixed Adjustment Indicator (MAI), que se introduce para 

asegurar una adecuada estimación. La metodología presentada es de baja complejidad y 

se puede aplicar sobre las bases de datos comúnmente utilizadas en las instituciones de 

crédito, tal y como se ilustra con dos ejemplos. 

Fecha de publicación: 28 junio 2018 

Estado: Publicado 

Categoría: Investigación económica 

Tipo de publicación: Documento de trabajo 
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8.2.  Regulatory estimates for defaulted exposures 

Referencia 

Ramos González, M., Partal Ureña, A. and Gómez Fernández-Aguado, P. (2021). 

Regulatory estimates for defaulted exposures: a case study of Spanish mortgages. 

Mathematics, 9(9), 997.  

Resumen 

 Los requerimientos de capital derivados del Acuerdo de Basilea fueron emitidos para 

establecer un marco regulatorio transnacional. En este marco, se han publicado 

expectativas sobre la medición del riesgo financiero en varios documentos de la ABE y 

el BCE. Entre otros temas, incluyen especificaciones sobre la estimación y calibración de 

modelos para la medición del riesgo de crédito, haciendo especial referencia a modelos 

IRB Avanzados para activos en situación de incumplimiento. En base a ello, se presenta 

una propuesta concreta de ELBE y LGD in-default que se calibra sobre las base de datos 

de las carteras de hipotecas de las seis instituciones financieras más importantes de 

España. El resultado permite comparar las particularidades del perfil de riesgo asociado 

a cada una de las carteras referidas. Finalmente, se da una interpretación a los resultados 

obtenidos desde el punto de vista económico. 

Fecha de publicación: 28 abril 2021 

Estado: Publicado 

Categoría: Matemáticas 

Tipo de publicación: Artículo 

Ubicación:  https://doi.org/10.3390/math9090997 

8.3.  Forecasting for regulatory credit loss derived from the COVID-19 pandemic 

Referencia 

Ramos González, M., Partal Ureña, A. and Gómez Fernández-Aguado, P. (2023). 

Forecasting for regulatory credit loss derived from the COVID-19 pandemic: A machine 

learning approach. Research in International Business and Finance, 64, 101907.  
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Resumen 

El impacto económico de la pandemia de COVID-19 supuso un desafío de cara a la 

gestión de riesgos en las instituciones financieras. Las consecuencias derivadas de una 

situación sin precedentes son difíciles de prever con certeza utilizando métodos 

tradicionales. La pérdida crediticia regulatoria, la ELBE, se pronostica para la cartera 

hipotecaria utilizando técnicas de aprendizaje automático. De esta manera, se estima la 

proyección de dos ELBE para el 2022: la primera tiene en cuenta el impacto de este 

contexto pandémico, mientras que para la segunda se presupone la inexistencia de la 

pandemia. Finalmente, se comparan los resultados concluyendo que la referida crisis 

afecta negativamente incluso a las carteras de impagados, a pesar de ser de alto riesgo 

por naturaleza. Además, se observa que la magnitud del impacto depende de la 

idiosincrasia de cada entidad. El método propuesto tiene un rendimiento excelente y 

puede ser de utilidad para la estimación de pérdidas esperadas e inesperadas que se han 

visto afectadas por eventos de extraordinaria magnitud. 
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Tipo de publicación: Artículo 
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